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U ovom ¢emo ¢lanku dati pregled osnovnih pojmova vezanih za umjetne neuronske mreze
te opisati matemati¢ki model neurona. Naravno, zagrepst ¢emo samo po povrSini ove teme
i u pojednostavljenim crtama predstaviti vam jednu lijepu primjenu matematike u podrucju

raCunarstva.
Uvod

Pojam strojnog ucenja i umjetne inteligencije ¢esto
budi ljudsku mastu te svi odmah pomisle na ro-
bote koji imaju viastitu volju ili na sli¢éne filmske
interpretacije. A zapravo je rije¢ o algoritmima,
o slozenim programskim kédovima i sofisticiranoj
uporabi racunala.

Umjetnom inteligencijom smatramo svaki nebi-
oloski sustav koji ima sposobnost rieSavanja do-
sad nevidenog problema [9]. Strojno ucenje gra-
na je umjetne inteligencije koja se bavi razvojem
metoda i algoritama s pomocu kojih ratunalo (bez
ljudske pomoci) nizom iteracija pobolj§ava obavlja-
nje nekog zadatka. Podrucje strojnog ucenja koje
se oslanja na neuronske mreze naziva se duboko
ucenje te su ta dva pojma usko povezana i ¢esto
se koriste naizmjeni¢no (slika 1).

Uobicajeno je da se neki projekt u strojnom ucenju
odvija u sliede¢im koracima (slika 2) [4]:
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Slika 2. Pristup problemu strojnog ucenja

Najvazniji je od gornjih koraka ucenje na podat-
cima, tj. treniranje modela, te je to korak koji za-
htijeva najviSe vremena i raCunalne snage. U toj
fazi uenja ocekujemo samostalnu prilagodbu pa-
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rametara neuronske mreze s ciliem da mreza Sto
to¢nije predvidi neku dosad nevidenu vrstu danog
problema. No navedimo najprije osnovne pojmo-
ve.

Cv)ovjekova je sposobnost paralelne obrade infor-
macija i obavljanja raznih funkcija, kao Sto su prim-
jerice prepoznavanie lica i razumijevanje prirodnog
jezika, rezultat slozene strukture neurona u ljud-
skom mozgu. BioloSka neuronska mreza sastoji
se od otprilike 10" neurona medusobno poveza-
nih sinapsama. Dio neuronske strukture je uroden,
dok se ostatak razvija tijekom Zivota. Te se promje-
ne ocituju u osnazivanju, odnosno slabljenju nekih
sinaptickih veza.

Upravo je bioloSka grada neurona bila inspiracija za
konstrukciju umjetnih neuronskih mreza. Umijetne
neuronske mreze apstrakcija su bioloskih i puno su
jednostavnije grade. Ostvarene su u najve¢oj mjeri
u obliku te nemaju sposob-
nosti ni priblizne ljudskom mozgu. Unato¢ tomu,
one u posliednje vrijeme nalaze primjenu u sve vise
djelatnosti.

Osnovni gradevni element neuronske mreze, pre-
ma njezinom bioloSkom uzoru, nazivamo
U literaturi se €esto koristi i naziv jedinica (engl.
unit) [7]. Neurone spajaju veze koje imaju svoje
, $to poistovijecujemo sa sinapsama i njiho-
vom shagom. Ako je ulazni signal neurona do-
voljno jak, neuron ¢e proslijediti signal sljiede¢im
neuronima. Vrijednost koju neuron treba dostici
da bi proslijedio signal nazivamo (engl. bias).
Upravo su tezine veza medu neuronima i prag oni
parametri mreze koji se prilagodavaju tijekom fa-
ze ucenja. 1z ove osnovne ideje razvili su se razni
modeli neurona koji se uglavnom razlikuju prema
tome na koji nacin prosljeduju signale.

Neurone grupiramo u , a svi slojevi Cine ne-
uronsku mrezu (slika 3). Ulazni se signali ponekad
nazivaju , medutim on se ne sastoji
od neurona. Osim ulaznog sloja mreza moraimati i

. Ako se mreza sastoji samo od ulaznog

ulazni C ) izlazni
podatci slojevi podatci

neurona
Slika 3. Neuroni povezani u slojeve

sloja (ulaznih podataka) i izlaznog sloja neurona,
re¢i cemo da je to .
Kada mreza izmedu ulaznog i izlaznog sloja ima je-
dan ili vise slojeva neurona, govorimo o

, a te slojeve nazivamo

Neuroni u istom sloju nisu medusobno povezani,
vec je svaki neuron sloja povezan s nekim neuro-
nima u sliede¢em sloju. Slika 3 prikazuje nacin
povezivanja neurona u mrezu. Ovakva mreza na-
ziva se , Najjednostavnije je grade te je
osnova za sve druge arhitekture neuronskih mreza.

Broj neurona u izlaznom sloju, kao i broj ulaza
mreze, odreden je prirodom problema. Primjerice,
ako zelimo ulazne parametre podijeliti u M klasa,
tada ¢e izlazni sloj takve mreze sadrzavati M ne-
urona. Broj neurona u skrivenim slojevima teze je
odrediti te se on razlikuje od problema do proble-
ma.

Jedan se ulazni podatak moze sastojati od viSe
signala koji se nazivaju i (engl. feature),
dok ciljni podatak nazivamo (engl. label).
UobiCajeno je da se ulazni podatci dijele na
, i

kako bi se osigurao ispravan rad mreze na dosad
nevidenim podatcima. Ako ne osiguramo pravil-
nu podijelu ovih podataka, moze doc¢i do problema

. To je pojava u kojoj se mreza u
potpunosti prilagodi podatcima za treniranje i gu-
bi mogucnost prilagodbe novim vrstama problema
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(engl. overfitting). Skup podataka za testiranje ko-
risti se samo za evaluaciju mreze te se ti podatci
ne smiju koristiti u algoritmima za ucenije.

Pri konstrukciji neuronske mreze postoje razni

koje mozemo prilagodavati. Hiper-
parametri su vrijednosti koje se kroz samo ucenje
ne mijenjaju, ali utjeCu na efikasnost ucenja mreze,
poput primjerice broja slojeva. Usredoto¢imo li se
na jedan hiperparametar, prirodan bi nacin bio da
pokugamo trenirati mrezu nekoliko puta, svaki puta
s razli¢itom vrijednos¢u odabranog hiperparamet-
ra i odlu¢imo se za onaj koji daje najbolje rezultate
na skupu za testiranje.

Medutim, kada neuronsku mrezu stavimo u upora-
bu, moze se dogoditi da radi znaCajno loSije ne-
go $to je radila sa skupom podataka za testiranje.
Razlog tome je $to smo ponovljenim treniranjem
i testiranjem mrezu implicitno prilagodili i skupu
podataka za testiranje, pa mreza u stvarnosti ne-
ma sposobnost prilagodavanja novim podatcima.
RjeSenje ovog problema je dodatni skup podataka
koji nazivamo skup za validaciju.

Nakon 8to faza ucenja zavrsi i kada mreza postize
zadovoljavajuce rezultate na skupu podataka za
validaciju, tada na podatcima za testiranje mozemo
provjeriti je li spremna za stvarnu uporabu.

Neuronske mreze koriste se u raznim podrucjima
kojima je zajednicka velika koli¢ina podataka i ne-
postojanje eksplicitnog algoritma za rjeSavanje pro-
blema nad tim podatcima. U posljednjih je nekoliko
godina interes za umjetne neuronske mreze ponov-
no porastao, prvenstveno zbog razvoja racunalne
moci, Sto je dovelo do porasta kapaciteta neuron-
skih mreZa i znaCajnog napretka u njihovu razvoju.
Neuronske se mreze tako koriste u zrakoplovstvu,
bankarstvu, medicini i robotici te mnogim drugim
podrucjima u kojima pomazu ili samostalno obav-
ljaju razne analize, procjene ili predvidanija.

Jedan od prvih sustava strojnog u¢enja koji je usao
u svakodnevnu upotrebu i svakodnevno ga koriste

milijuni ljudi je filtar neZeljene e-poste (engl. spam),
odnosno sustav koji na temelju sadrzaja poruke
elektronic¢ke poste istu razvrstava u nezeljenu, od-
nosno zeljenu postu (engl. spam or ham) [4]. Ne-
ki od najslikovitijin primjera primjene neuronskih
mreza su obrada slike, prepoznavanje govora ili
detekcija karticnih prijevara. Naime, u doba in-
ternetske kupovine gdje kupac nije fiziCki prisutan,
nemoguce je provijeriti svaku transakciju te je ta-
kav sustav podlozan raznim ilegalnim manipulaci-
jama. Neuronske su mreze u mogucénosti uoditi
neke sli¢nosti u nelegalnim transakcijama te ih oz-
naditi ili sprijeciti [6].

Nadalje, neuronske mreze ugradene u sustave s
optiCkim CitaCima Kkoriste se za prepoznavanje slo-
va, znamenaka i drugih znakova te se koriste za
pretvaranje rukom pisanih, skeniranih ili tiskanih
dokumenata u tekst u ASCII ili Unicode formatu
[8]. U medicini se neuronske mreze mogu Kkoristi-
ti primjerice za detekciju ili potvrdu sréanog udara
iz elekirokardiograma ili za otkrivanje demencije iz
elektroencefalograma pacijenata. Koriste se i u
obradi govora jer mogu prepoznati jezik kojim go-
vorimo, pa ¢ak i detektirati emaociju kao $to je ljutnja
ili radost.

Ulazni podatci neurona mogu biti vektori, matrice ili
Cak tenzori. Radi jednostavnosti pretpostavimo da
su to vektori iz RY. To&nije, neka je d € N dimen-
Zija pojedinog ulaznog podatka neuronate N € N
ukupan broj ulaznih podataka. Oznac¢imo ulazne
podatke s X, X3, ..., Xy pri emu je

Xk:[xkl,xkz,...,xkd], k:1,2,...,N.

Sve ulazne podatke mozemo promatrati kao matri-
cu:

X111 X122 ... X4

X211 X220 ... X4
X = . . .

XN1 XN2 ... XN4
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Neka je sada x = [x1,x2,...,X4] jedan ulazni
podatak, odnosno jedan redak matrice X koja se
Cesto naziva [3]. Matematicki mo-
del neurona ima d ulaznih signala te d odgova-
raju¢ih tezina tih ulaznih signala wy, wy, ..., wq.
Ulaznim signalima neurona smatramo komponen-
te vektora x koje smo nazvali znacajke. Dakle, sva-
kom od ulaznih signala neurona x; € R pridruzena
je tezinska vrijednost w; € R, i =1,2,...,d. Ne-
uron moze imati i prag b € R koji u jednostavnom
modelu predstavlja kriterij za slanje signala. Osim
ulaza, teZina i praga, neuron ima ugradenu i

. odnosno . Kao
ulazni parametar, funkcija prijelaza prima tezinsku
sumu z koja se Cesto naziva

d
ZZinwi—i-b. (1)
i=1
Isti izraz zapisan u matri€nom obliku glasi
z=xW +b,
pri Cemu je
w1
w2
W =
Wa

Neuron s ulazom x, tezinama W i funkcijom prije-
laza f* grafiCki je prikazan na slici 4.

xl W]

X Wa f@ 2

Wy
Xd

Slika 4. Model neurona

Izlaz neurona je skalar o koji raGunamo kao
o=f(2) =f(xW+D),

gdje je f neka odredena funkcija prijelaza [5].

Najjednostavnija funkcija prijelaza je identiteta

f(x) =4,

odnosno izlaz neuronadan je so = xW+b. Model
neurona koji koristi ovu funkciju naziva se ADALINE
(engl. ADAptive LINear Element).

Sljedeca funkcija prijelaza je step-funkcija (engl.
hard limit transfer function) Ciji je izlaz O ili 1 (sli-
ka 5). Time dobivamo model neurona koji naziva-
mo (engl. Threshold Logic Unit). Taj se model
naziva i te se moze koristiti za jednos-
tavne zadatke klasifikacije gdje su podatci linearno
odvojivi. Perceptron je jedan od najranije mode-
liranih neurona i iz njega su nastale razne druge
poboljsane inalice [2].

1 zax >0,
FO=1 0 o
inaCe.
y
J(x)
1<
0.51
T s s %

Slika 5. Step-funkcija

Funkcija koja ima sposobnost nelinearne klasifika-
cije je pozitivna linearna funkcija

f(x) = max(0, x).

Neuron koji koristi ovu funkciju kao aktivacijsku
funkciju naziva se (engl. Rectified Linear
Unit). Cesto se koristi i njezina derivabilna inadica
f(x) =1In(1 4 €.

Nadalje, kao aktivacijska funkcija moze se Kkoristiti
funkcija tangens hiperbolni:

e —e
fx) = e e’
odnosno funkcija (engl. logistic sigmoid
function):
1
T =y ea
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Njezina je znacajka da za svaki x € R vrijedi
f(x) € [0,1] te je diferencijabilna pa je pogod-
na za optimizacijske metode koje koriste gradijent
(slika 6).

Tablica 1 daje prikaz najcescih funkcija prijelaza.
Sve navedene funkcije u obzir uzimaju samo akti-
vaciju neurona na kojem djeluju.

Naziv funkcije f(x)
identiteta X
{ 1 zax>0
step .
0 inaCe
pozitivna linearna max (0, x)
e —e
tangens hiperbolni T
g P g
logisticka !
e 1+ e

Tablica 1. Najcesc¢e funkcije prijelaza

Medutim, najvaznija aktivacijska funkcija je funkcija

. Ona pri izratunu izlaza neurona uzima u
obzir aktivaciju svih neurona istog sloja. Evo njezi-
ne matematicke definicije.

Nekaje x = [x1,x2, ..., X,], gdje x; predstavija ak-
tivaciju i-tog neurona u nekom sloju od n neurona.

0.5 1 1.5 2 2.5 3
Slika 6. Logisti¢ka funkcija

X

Tada je softmax funkcija dana s:

eXi

f(xl) - er‘l:l i

Upravo je ova funkcija naj¢eS¢e koriStena u pro-
blemima klasifikacije jer bilo koji vektor pretvara u
distribuciju vjerojatnosti. Zbog toga se najceste
koristi u izlaznom sloju neurona gdje izlazne vrijed-
nosti neurona ozna¢avaju vjerojatnost pripadnosti
nekoj klasi.

Postoje i razne druge funkcije koje se mogu koris-
titi kao prijelazne funkcije u modelu neurona. Sve
one primjenjuju se na aktivaciju neurona z danog
formulom (1).

Neuronska mreza najjednostavnije arhitekture je

(engl. one layer fe-
edforward network). Ona sadrzi samo jedan sloj
neurona, dakle ulazni signali povezani su sa slojem
neurona koji je ujedno i izlazni sloj mreze. Nema
povratnih veza izmedu neurona, odnosno sve su
veze usmjerene od ulaznih signala prema izlaznom
sloju. Pritom neuroni istog sloja nisu medusobno
povezani [2]. Najistaknutiji su primjeri ove arhitek-
ture mreze ADALINE (funkcija prijelaza je identiteta)
i Perceptron (funkcija prijelaza je step-funkcija).

promatra-
mo kao niz slojeva neurona. Svaki je neuron pove-
zan usmjerenom vezom s neuronima u sliede¢em
sloju. Kazemo da je mreza ka-
da je svaki od neurona u sloju povezan sa svakim
neuronom u sliede¢em sloju te takav sloj nazivamo
(engl. dense layer). U suprotnom

kazemo da je mreza [7].
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Tre¢a skupina arhitektura su

(engl. recurrent networks). To su mreze u
kojima postoji barem jedan , 0dnosno posto-
ji barem jedan neuron koji je povezan s neuronom
u prethodnom sloju. Neke od poznatih mreza ove
arhitekture su Hammingova mreza koja ima jedan
sloj neurona spojen aciklickim vezama i jedan sloj
s povratnim vezama, te Hoppfieldova mreza koja
se sastoji samo od sloja s povratnim vezama [5].

Promotrimo na jednostavnim primjerima razliku u
moguénostima izmedu jednoslojne aciklicke mreze
(perceptrona) i viseslojnih aciklickin mreza.

Perceptronom nazivamo jednoslojnu mrezu ne-
urona koji kao aktivacijsku funkciju koriste step-
funkciju, dakle pojedini neuron kao svoj izlaz daje
samo 0 ili 1 (TLU neuroni). Perceptron je jedna od
najjednostavnijih neuronskih mreza koju je 1957.
godine osmislio Frank Rosenblatt [5].

Za ilustraciju konstruirajmo jednostavni perceptron
koji predstavlja logicki sklop /L. Ulazni podatci mo-
gu biti (0,0), (0,1),(1,0)i(1,1), aizlazf (z) tre-
ba biti 0, 1, 1, 1, nije tesko zakljuciti da matrica W
treba biti W = [1,1]T te daje b = 0.

Ulazni podatak Aktivacija Izlaz
(0,0) 0 0
0,1) 1 1
(1,0) 1 1
(1,1) 2 1

Tablica 2. Tablica vrijednosti aktivacija i izlaza za sklop IL/

Ako Zelimo dobiti sklop /, dovoljno je promijeniti b
u b = —1 da bismo dobili ispravno rjesenje.

Ulazni podatak Aktivacija Izlaz

(0,0) -1 0
0,1) 0 0
(1,0) 0 0
(1,1) 1 1

Tablica 3. Tablica vrijednosti aktivacija i izlaza za sklop /

Medutim, perceptronom ne mozemo konstruirati
sklop ISKLJUCIVO ILI (XOR). Ve¢ kod takvog jed-
nostavnog zadatka jednoslojna mreza nailazi na
probleme i potrebni su nam kompleksniji alati — tre-
ba nam viSeslojna neuronska mreza.

Ove su mreze osnovni gradivni element za mnoge
koncepte dubokog ucenja. Evo ukratko i njihove
matematicke pozadine.

Neka je S ukupan broj slojeva neurona u mrezi. On
se naziva , odakle proizlazi i pojam
dubokog ucenja.

Promotrimo nacin ra¢unanja u I-tom sloju neurona,
gdiejel = 1,2,...,S. Nekaje r; € N broj ne-
urona u tom sloju te neka je r;—; € N broj neurona
iz prethodnog sloja (odnosno dimenzija d ulaznog
podatka ako promatramo prvi sloj). Sa o!~! oz-
nacit ¢emo izlaz prethodnog sloja neurona.

O A -1
o' =lo; 0, ,...,0. ]

U slu¢aju kada je I = 1, imamo

00 =X = [xl,xz,...,xd].

Matrica tezina I-tog sloja, W; € M,,_,,,(R) dana je
sa

! ! !
Wi Wi e Wy,
! ! !
Wi Wy o . Wy,
! ! !
We il We_2 oo Wi

Vektor praga b/ dan je sa

b'=[b],bs,...,b}].

'Y

Sa z! oznagavat éemo vektor tezinskih suma I-tog
sloja (aktivaciju I-tog sloja):

A l
< *[Zlsza'”aZr,]a
pri emu je

ri—1

1 _ [ _1-1 1
5 =) wiol ' +b.
i=1
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Matri¢no, vektor b! mozemo dodati kao zadnii re-
dak matrice W; te izlaz prethodnog sloja prosiriti
jedinicom:

W) = {Z/{] o't =To"t 1].

Tada je ekvivalentno

Zl=a""1w].

Za zadanu aktivacijsku funkciju I-tog sloja f;, izlaz
sloja o' dan je sa

0 = [01170217 e aOrII]

= [fi @) fi (@), fi (&)]-

Sada mozemo konstruirati mrezu s jednim skrive-
nim slojem koja raCuna iskljuCivo /LI. Matrica dizaj-
na dana je sa

0 0
0 1
=110
11
Ciljni je izlaz y dan sa
0
|1
Y=l
0

Skriveni sloj imat ¢e dva neurona r; = 2 te
¢e koristiti pozitivnu linearnu aktivacijsku funkciju
f1(x) = max(0,x). Izlazni sloj imat ¢e jedan ne-
uron te ¢e njegov izlaz biti jednak aktivaciji, odnos-
no aktivacijska funkcija bit ¢e identiteta.

Neka je
I 1
Wl_ |:1 1:|7

Aktivacija i izlaz prvog sloja z; = XW; + by i
01 = f1(z1) dani su sa

by=[0 —1].

0 —1 00
1o 1o
A= 00 0 |2 701 0
2 1 21

Neka je sada

0
0o=y= !
1
0
Ulazni  Aktivacija Izlaz Aktivacija Izlaz
podatak prvog sloja prvog sloja drugog sloja drugog sloja
(0,0) ©, -1) (0,0) 0 0
(0,1) (1,0) (1,0) 1 1
(1,0) (1,0) (1,0) 1 1
(1,1) 2, 1) 1) 0 0

Tablica 4. Tablica vrijednosti aktivacija i izlaza za sklop iskljucivo ILI

Zelimo li s pomodu videslojne neuronske mreze ob-
raditi slozenije ulazne podatke ili signale velike di-
menzionalnosti, poput neke slike ili zvuka, potrebno
je dodatno popraviti i doraditi njezine moguénosti
djelovanja. Nadogradnja viSeslojnih neuronskih
mreza su

ViSeslojnu neuronsku mrezu nazivamo

ako uz odreden broj potpuno povezanih
slojeva neurona sadrzi barem jedan

. Obi¢no se konvolucijski sloj koristi kako bismo

iz ulaza, primjerice slike, dobili bolji prikaz skrive-
nih reprezentacija. Taj bolji prikaz naziva se

. Pritom taj model neuronske mreze mora
biti invarijantan na translacije objekata na slici i mo-
raimati moguénost uocavanja lokalnih povezanosti
na slici.

Zamislimo da ulazni podatak vise nije vektor, ve¢
crno-bijela slika, odnosno matrica x € M™(R).
Umjesto matrice tezina W, konvolucijski sloj koristi
matricu @ € MP"(R) koju nazivamo il

(engl. kernel).

Dvodimenzionalna mapa znacajki & racuna se na
sliedec¢i nacin:
h=wx*x,
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pri ¢emu * oznaCava operaciju konvolucije te vrije-
di:

—1 r—1

=

h(i,j) = (w*x)(i,

k=0 1=0

(2
Zapravo se koristi formula koja se naziva unakrsna
korelacija, ali zbog sli¢nosti s formulom konvolu-
cije* mreza nosi takav naziv [10]. Na slici 7 vidimo
primjer ratunanja jednog elementa mape znacajki.

ulaz

filtar izlaz
0112

0|1 19| 25
31415 * —

213 37143
6|78

Slika 7. Primjer izratuna konvolucije [15]

Prednost konvolucijskog sloja u odnosu ha pot-
puno povezan sloj ocCituje se u tome $to su veze
izmedu neurona puno rjede zbog naglaska na lo-
kalnu povezanost pa je samim time smanjen broj
tezina veza koje se tijekom ucenja prilagodavaju.
Ako je potrebno, na dobivenu se mapu znacajki
takoder moze primijeniti aktivacijska funkcija.

Vazan pojam povezan uz konvolucijski sloj je po-
mak (engl. stride). Kada primjenjujemo formulu (2)
na matricu x, poCinjemo od gornjeg lijevog elemen-
ta matrice x te se pomi¢emo desno i dolje dok ne
prodemo sve dijelove matrice. Tako se u primjeru

mapa
znacajki

slika na ulazu

=
—
QO
=

=YD xli+k, j+o(k,1).

mapa
znacajki

naslici 7 primjericeratuna0-0+1-14-3-2+4-3 =
19. Pomak odreduje za koliko se elemenata matri-
ce zelimo pomicati. MoZe biti razli¢ito za horizon-
talni i vertikalni smier.

U viSeslojnim se neuronskim mrezama uz konvolu-
cijski sloj Cesto nalazi jos i sloj saZimanja. Taj sloj
sluzi za smanjenje rezolucije mape znacajki dobi-
vene u konvolucijskom sloju, koristenjem funkci-
je saZimanja. Funkcija saZimanja djeluje na blis-
ke vrijednosti mape znacajki i pretvara ih u jednu
vrijednost.

Kao i u konvolucijskom sloju, za sloj saZimanja
takoder definiramo pomak. Uz to je potrebno
definirati i okvir saZimanja, odnosno odrediti di-
menziju podmatrice na koju se primjenjuje funkci-
ja sazimanja. Na slici 8 vidimo primjer sazimanja
maksimalnom vrijednos¢u s pomakom 1 te okvirom
sazimanja 2 x 2.

ulaz ,
izlaz
0|12
2 X 2 max 415
31415 .. _
sazimanje 718
6718

Slika 8. Primjer pretvorbe mape znacajki
sazimanjem maksimalnom vrijedno$¢u [15]

Slika 9 prikazuje uobi¢ajeni nacin konstrukcije kon-
volucijske neuronske mreze. Nakon konvolucijskih

[ojs 1uzejzi

»
28
=
=
[©]
3.
28

RS

=

Mlegeuz edew

.
konvolucija

~

sazimanje

potpuno
povezani slojevi

Slika 9. Uobicajena struktura konvolucijske neuronske mreze [16]

* Konvolucija je integral koji opisuje koli¢inu preklapanja jedne funkcije s drugom dok se jedna pomice preko druge
(vidi http://mathworld.wolfram.com/Convolution.html).
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slojeva dolaze skriveni potpuno povezani slojevi, a
potom izlazni sloj.

Spomenimo jo$ na kraju pravila i algoritme za pri-
lagodavanie slojeva neurona. To se ¢esto naziva

, odnosno Razlikujemo
tri nacina ucenja:

Algoritmu za u€enje predaju se parovi (ulaz, iz-
laz) koji se nazivaju skup podataka za ucenje.
UCenje se odvija tako da se trenutani izlaz
mreze za dani ulaz usporeduije s ciljanom vrijed-
noSc¢u izlaza te se na temelju toga parame-
tri mreze prilagodavaju.  Najc¢eS¢i problemi
koji se rjesavaju ucenjem pod nadzorom su
predvidanje (regresija) i klasifikacija.

Tezine i pragovi prilagodavaju se samo s po-
moc¢u ulaznih podataka. Ova se vrsta u€enja
uglavnom koristi za grupiranje podataka u ko-
nacan broj grupa.

Algoritam umjesto izlaznih podataka dobiva oc-
jenu za uspjeh te prilagodava tezine i pragove s
ciliem popravljanja dobivene ocjene.

Jedno od prvih pravila u¢enja naziva se

koje je 1949. godine predstavio neuro-
znanstvenik Donald Hebb i predstavlja jedan od
mogucih mehanizama za prilagodbu sinaptickih
veza izmedu neurona Koji se od tada koristi za pri-
lagodbu parametara mreze. Hebbovo pravilo pro-
izlazi iz Hebbova postulata koji glasi: "Kada akson
jednog neurona neprestano podrazuje drugi ne-
uron, tada se medu njima dogada promjena tako
da se ucinkovitost prvog neurona povec¢ava'. Dru-
gim rije¢ima, veze medu neuronima osnazuju se
ako jedan neuron Cesto podrazava drugi ili obratno

(5].

Neuronske mreZe najve¢u primjenu nalaze u po-
drucju uCenja pod nadzorom. Ucenje se tada
svodi na optimizacijski problem funkcije koja mijeri

to¢nost ili gubitak. Najpoznatiji algoritam za ucenje
naziva se te

koji sluzi za izracun
gradijenta u viSeslojnim mrezama. Njima i broj-
nim drugim algoritmima i metodama bave se brojni
znanstvenici, programeri, logiCari i matematicari.
A temelj svih ovih koncepata jest matematika —
viSa, kompliciranija, laicima nerazumljiva, ali uvijek
vrijedna divljenja.
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